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一种核的上下文多臂赌博机推荐算法
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摘    要：个性化推荐服务在当今互联网时代越来越重要，但是传统推荐算法不适应一些高度变化场景。将线性

上下文多臂赌博机算法 (linear upper confidence bound, LinUCB) 应用于个性化推荐可以有效改善传统推荐算法

存在的问题，但遗憾的是准确率并不是很高。本文针对 LinUCB 算法推荐准确率不高这一问题，提出了一种改

进算法 K-UCB(kernel upper confidence bound)。该算法突破了 LinUCB 算法中不合理的线性假设前提，利用核方

法拟合预测收益与上下文间的非线性关系，得到了一种新的在非线性数据下计算预测收益置信区间上界的方

法，以解决推荐过程中的探索–利用困境。实验表明，本文提出的 K-UCB 算法相比其他基于多臂赌博机推荐算

法有更高的点击率 (click-through rate, CTR)，能更好地适应变化场景下个性化推荐的需求。
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A kernel contextual bandit recommendation algorithm
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Abstract:  Personalized  recommendations  are  becoming  increasingly  significant  in  the  Internet  era;  however,  conven-
tional recommendation algorithms cannot adapt to the highly changing scenarios. Applying the linear contextual bandit
algorithm (linear upper confidence bound, LinUCB) to personalized recommendations can effectively overcome the lim-
itations  of  conventional  recommendation  algorithms;  however,  the  accuracy  is  not  sufficiently  high.  Herein,  an  im-
proved kernel upper confidence bound (K-UCB) algorithm is proposed to handle the insufficient recommended accur-
acy  of  the  LinUCB  algorithm.  The  proposed  algorithm  breaks  through  the  unreasonable  linear  hypothesis  of  the  Li-
nUCB algorithm and uses the kernel  method to fit  the nonlinear relation between the expected reward and context.  A
new method for calculating the upper confidence bound of estimate rewards under nonlinear data is established to the
exploration –exploitation  balance  in  the  recommendation  process.  Experiments  show  that  the  proposed  K-UCB  al-
gorithm exhibits higher recommended accuracy than other recommendation algorithms based on multiarmed bandits and
can better adapt to the need for personalized recommendations in changing scenarios.
Keywords: personalized recommendation; changing scenarios; multi-armed bandits; linear contextual bandits; kernel
method; click-through rate; nonlinear; exploration-exploitation dilemma

 

个性化推荐在各种系统中被广泛应用，通过

为用户提供定制化的网络服务，可以很好地满足

用户的个性化需求，从而提升用户满意度。尽管

传统推荐算法在一些领域已经非常成功，但是仅
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适用于用户和内容变化小的相对静态的场景 [1]。

例如，传统协同过滤[2-3] 需要在用户和内容有大量

重叠的消费记录等信息的场景下才能应用，而基

于内容的推荐算法 [4-5] 推荐倾向于过于相似的内

容，对新用户的推荐存在困难。

现实生活中存在着快速变化的推荐环境，其

内容领域每时每刻都在发生着变化，内容的流行

程度随着时间而变化，大量没有任何历史记录的

新用户也不断进入推荐系统。在这种场景下推荐

系统必须能够快速获得用户的兴趣偏好，才能更

好地为用户提供个性化服务。快速获得用户兴趣

信息和短期内用户体验是竞争关系，一方面需要

关注能够提高用户兴趣的内容，另一方面也需要

探索新内容以全面改善用户体验，这就产生了探

索–利用困境 (exploration-exploitation dilemma，
EE)[6]。为了实现用户的长期体验，必须平衡探索

和利用的矛盾。

多臂赌博机 [7-9] 是平衡这一矛盾的有效模型，

多臂赌博机又可以按照是否考虑状态分为上下文

无关多臂赌博机和上下文多臂赌博机 [10-11]。上下

文无关多臂赌博机算法主要有 ε-greedy[12]、UCB1[13]、

Thompson sampling[14] 等。这类上下文无关的多臂

赌博机算法应用于推荐系统中，没有利用用户和

内容的上下文信息，因此导致推荐准确性不高。

上下文多臂赌博机算法将内容和用户等上下

文信息融入推荐决策过程，可以提高推荐准确

率。LinUCB (linear upper confidence bound) 是一种

成功应用于雅虎新闻推荐系统的上下文多臂赌博

机算法，可以有效提高在快速变化环境下的推荐

准确率 [15]。但是 LinUCB 算法为了简化模型和降

低计算成本，假设期望收益和上下文是线性关系

的。这种线性假设在现实中往往是不成立的，所

以导致 LinUCB 算法的推荐准确率并不高。Agrawal
等 [16] 提出的汤普森采样算法 LinTS，同样是基于

线性收益上下文赌博机模型。

在 LinUCB 算法基础上，结合传统推荐算法

提出了很多改进算法。文献 [17] 结合协同过滤的

思想将用户之间的影响融合到 LinUCB 算法，提

出了 GOB.Lin 算法。文献 [18] 提出了利用用户信

息在线聚类算法 CLUB，对用户聚类。文献 [19]
提出了对用户和内容双聚类的 COFIBA 算法。文

献 [20] 提出结合潜在因子的 fatorUCB 算法。这

些传统推荐算法与多臂赌博机的结合可以提升推

荐效果，但都属于结合创新，没有改进线性收益

的上下文多臂赌博机模型。

本文突破了 LinUCB 算法线性假设的前提，

提出了一种基于核方法 [21] 在非线性前提下计算
预测收益置信区间上界的方法，从模型上改进基
于线性收益的上下文多臂赌博机，提高了算法的
推荐准确率。 

1   背景模型
 

1.1    上下文多臂赌博机

推荐系统中 EE 问题方面一个得到广泛研究
的模型就是上下文多臂赌博机模型，将该模型形
式化来进行更好的理解。上下文多臂赌博机是指
面对 K个臂,每轮选择其中一个臂并获得收益，一
共进行 T轮选择，目标是使 T轮之后总的收益更
高。上下文多臂赌博机在每一轮中：

x1）观察当前上下文信息 。上下文总结了当
前的环境，如日期、天气、用户等影响做出选择的
信息。

a

r x
2）根据历史记录，算法选择一个臂 并获得真

实收益 。预测收益由上下文信息 所决定。
(x,a,r)3）算法根据最新得到的观测历史 ，更

新下一轮选择策略。
多臂赌博机最大化总收益的优化目标可以等

价替换为更常用的累积遗憾，表示为

RT := E

 T∑
t=1

(r∗t − rt)


rt r∗t式中： 为在每一轮中实际获得的收益； 为每一

轮中最佳选择的收益。
可以很自然地将上下文多臂赌博机建模为推

荐算法。以新闻推荐为例，将新闻文章库中的文
章定义为臂，通过上下文信息为用户推荐这些臂
(文章)。观察所推荐文章的反馈，当推荐文章被
点击则收益为 1，否则为 0。最后根据历史收益信
息，调整选择策略。这样一段时间后最大化上下
文多臂赌博机的收益相当于最大化点击数，也就
是推荐系统的目标点击率 (click-through rate,
CTR) 更高。 

1.2    LinUCB 算法

r x
LinUCB 是一种上下文多臂赌博机算法，该算

法基于期望收益 和上下文 是线性关系的假设，
得到了线性条件下的预测收益及其置信区间的
闭式解，然后利用预测收益的置信区间上界来平
衡探索与利用的矛盾。LinUCB 算法的主要过程
如下:

xt,a ∈ Rd t

a θa a
1) 计算预测收益。 表示关于用户 和

内容 的上下文特征向量， 为内容 的预测线性
参数，则预测收益表示为

yt,a = θ
T
a xt,a (1)

Xa a是关于内容 的上下文特征的构造矩阵，每
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xt,a一行表示一个上下文 ,一共 m行，定义如下:
Xa :=

[
x1,a x2,a · · · xm,a

]T ∈ Rm×d

Xa

ya (Xa, ya)

a

中的 m 个上下文对应的实际收益表示为

。在训练数据 上应用岭回归可得到内容

的预测线性参数为

θa = (XT
a Xa+ Id)−1XT

a ya (2)
然后通过式 (1) 和式 (2) 计算得到预测收益。

2) 计算预测收益的置信区间。根据文献 [22]
可知，在线性条件下有∣∣∣θTa xt,a− yt,a

∣∣∣ ⩽ α√xT
t,a(XT

a Xa+ Id)−1 xt,a (3)

1−δ δ
α = 1+

√
ln(2/δ)/2

式 (3) 成立的概率至少为 , 为任意大于

0 的实数， 是一个常数。实际上

式 (3) 给出的预测收益的置信区间半径 c为

c = α
√

xT
t,a(XT

a Xa+ Id)−1xt,a (4)

at

3) 由式 (1) 和式 (4) 可以得到每轮的选择策

略，即对每一轮选择置信区间上界最大的内容

进行推荐

at = argmaxa∈A(θTa xt,a+ c)

at at θa

最大置信区间上界是一种利用估计中的不确

定性来平衡探索和利用的方法。算法对不确定性

采取乐观的态度，将对收益估计的置信区间上界

作为选择内容的依据。这样选择的好处在于 :如
果选择的内容是最佳的，则成功得到了收益;如果

选择的内容并非最佳，则进一步消除了置信区间

上界最大内容的不确定性。最后根据所选择内容

的真实收益更新内容 的线性参数 。

LinUCB 本质上是一种基于线性收益的上下

文多臂赌博机，但是在现实的网络服务中获取到

的数据往往并不是线性关系，所以导致 LinUCB
算法应用于个性化推荐预测准确率不高。 

2   K-UCB 算法

为了解决 LinUCB 算法线性假设造成的推荐

准确率不高，本文提出了 K-UCB(kernel upper con-
fidence bound) 算法，基于核方法实现了在高维线

性空间计算预测收益及其置信区间，从而提高了

推荐准确率。 

2.1    算法设计

核方法是一种解决非线性问题的有效方法，

其主要思想是将非线性数据向高维空间映射，使

其在高维空间中转换为线性数据，然后就可以利

用成熟的线性空间知识在高维空间中解决原先的

非线性问题。
x在核方法思想下，将上下文特征向量 映射到

合适的高维空间，在这个高维空间中预测收益和

上下文特征向量是线性关系，此时可以用基于线性

收益的上下文赌博机知识来解决非线性收益的问

题。在高维空间中计算预测收益及其置信区间:
x

φ(x)

k(x, x′) = φ(x) ·φ(x′)

X
Xφ

1) 计算预测收益。假设原空间向量 映射到

高维空间后表示为 。高维空间中两个向量的

内积可以表示为核函数 。对应

原空间中构造矩阵 ，则映射后上下文特征的构

造矩阵 表示为

Xφ :=
[
φ(x1) φ(x2) · · · φ(xm)

]T
(Xφ, y)

x∗
对训练数据 使用核岭回归方法 ,则需要

预测的上下文 的预测收益为

y∗ = yT((XφXT
φ + Im)−1)TXφφ(x∗) =

yT((K+ Im)−1)TkXx∗
(5)

kXx∗ X
x∗

式中 为 中 m 个上下文特征与需要预测的上

下文 构成的核向量:
kXx∗ := [k(x1 x∗) k(x2 x∗) · · · k(xm x∗)]T

而 K则为 m个上下文特征构成的核矩阵:

K :=


k(x1, x1) k(x1, x2) · · · k(x1, xm)
k(x2, x1) k(x2, x2) · · · k(x2, xm)
...

...
...

k(xm, x1) k(xm, x2) · · · k(xm, xm)


(K+ Im)−1K为半正定的核矩阵，所以 一定存在。

2) 计算预测收益的置信区间。由于映射后高

维空间满足线性关系，则映射后高维空间与原空

间是类似的，满足:∣∣∣θTφ(x∗)− y∗
∣∣∣ ⩽ α√φT(x∗)(XT

φXφ+ Id)−1φ(x∗) (6)

1−δ δ
α = 1+

√
ln(2/δ)/2

式 (6) 成立的概率至少为 , 为任意大于

0 的实数 , 是一个常数，此时同样

也有与原空间形式类似的置信区间半径 c:

c = α
√
φT(x∗)(XT

φXφ+ Id)−1φ(x∗) (7)

A ∈ Rn×n R
U,V ∈ Rn×k A+UVT

需要将式 (7) 变为核函数的形式，利用 Sher-
man-Morrison-Woodbury 公式, Sherman-Morrison-
Woodbury 公式描述如下: 为 域上非奇异

矩阵， ，若 非奇异，则有

(A+UVT)−1 = A−1− A−1U(Ik+VT A−1U)−1VT A−1 (8)

A = Id,U = XT
φ ,V = Xφ

式 (8) 提供了将式 (7) 变为核函数形式的一种

途径，使式 (8) 中 ，那么有

φT(x∗)(XT
φXφ+ Id)−1φ(x∗) =

φT(x∗)(Im−XT
φ (XφXT

φ + Im)−1Xφ)φ(x∗) =

φT(x∗)φ(x∗)−φT(x∗)XT
φ (XφXT

φ + Im)−1 Xφφ(x∗) =

k(x∗, x∗)− kT
Xx∗ (K+ Im)−1 kXx∗

(9)

将式 (9) 代入式 (7) 可以得到核函数形式的置

信区间半径为

c = α
√

k(x∗, x∗)− kT
Xx∗ (K+ Im)−1 kXx∗ (10)
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(K+ Im)−1

Vm Vm ×

Wn

3) 计算逆矩阵。核函数形式的预测收益式

(5) 及其置信区间式 (10) 中都有 这一项，

将该逆矩阵记为 。 大小为 m m，直接求逆矩

阵复杂度为 O(m3)，当 m很大时代价很大，算法失

去实际意义。为解决这个问题，本文将矩阵求逆

修改为迭代计算方式。根据文献 [23] 可知，实对

称矩阵有求逆迭代算法。实对称矩阵 如式 (11)
所示：

Wn =

[
Wn−1 e

eT p

]
(11)

Wn ∈ Rn×n Wn−1 ∈ R(n−1)×(n−1)

e n−1 eT p Wn

式中： ， 均为实对称矩阵；

为 维向量， 是其转置； 是常数。 的逆矩

阵可以通过迭代计算，即

W−1
n =

[
W−1

n−1 0
0T 0

]
+

1
p+ eTb

[
bbT b
bT 1

]
b = −W−1

n−1e
(12)

式 (12) 可由块矩阵求逆定理证明。

K+ I也是实对称矩阵，形式为

Km+ Im =

[
Km−1+ Im−1 kX∗

kT
X∗ k(x∗, x∗)

]
V满足式 (11) 的定义,可以得到其逆矩阵 的迭

代计算方法:

Vm =

[
Vm−1 0
0T 0

]
+

1
k(x∗, x∗)+ kT

Xx∗ b

[
bbT b
bT 1

]
b = −Vm−1 kXx∗

(13)

这样就可以通过式 (13) 不断迭代来计算逆矩

阵，减少了该算法的计算成本。 

2.2    算法流程

α、β

α β

At

K-UCB 算法需要输入超参数 的值，其中

控制探索与利用的平衡， 是核函数的参数。为

需要推荐的每个用户计算内容池 中每个内容预

测收益的置信区间上界，选择置信区间上界最大

的内容进行推荐，并获得点击反馈，根据历史收

益情况，更新选择策略。

算法　K-UCB 算法

α β输入　探索参数 ，核函数参数 ；

输出　推荐记录。

ut At

a ∈ At xa

1）获取当前用户 的内容池 ，获取内容池

中所有内容 的上下文 。

ya2）根据式 (5) 计算所有内容的预测收益 。

ca

3）根据式 (10) 计算所有内容的预测收益的置

信区间上界 。

at = argmaxa∈At
(ya+ ca)

4）计算所有内容预测收益的置信区间上界，

选择置信区间上界最大的内容 。

at5）将内容 推荐给用户，观察获得的实际收

rt (ut,at,rt)益 ，输出推荐记录 。

at Xat
=

[
Xat

xt,at

]
, yat
=

[
yat

rt

]
b=−Vat

kX at
,Vat
=

[
Vat

0
0T 0

]
+

1
k(xat
, xat

;β)+kT
Xat

b

[
bb b
bT 1

]6）更新内容 的参数： ，

。

7）执行 1）为下一位用户推荐，直至没有新的

用户需要推荐则退出算法。 

3   实验与结果

在本节中首先介绍了各个对比算法的设置，

并使用这些算法在合成数据和真实场景数据集

(雅虎新闻数据集) 上进行实验。 

3.1    算法对比

1）Random ：随机策略总是以相等的概率选择

一个内容。这个算法不需要参数，也不会随着时

间学习。在本文中随机策略用来衡量其他算法的

提升。

ε 1−ε
ε

2）ε-greedy[12] ：该算法统计每个内容的收益，

以 概率随机选择候选内容，以 概率选择收益

最高的内容。参数 控制探索程度。

c = α/
√

ln t

α

3）UCB1[13] ：该算法统计每个内容的收益，并

估计收益的置信区间，置信区间为 ，式中

t为内容的历史总推荐次数，t越大内容的收益信息

越明确，置信区间会越小，参数 控制探索程度。

4）Thompson sampling[14] ：该算法假设每个内

容都服从一个收益分布估计 ,每轮从估计的分布

采样，选取采样值最大的内容推荐，最后根据收

益情况更新内容的收益分布。这里采用 Beta 分

布作为先验分布。

α

5）LinUCB[15] ：算法在 UCB1 基础上加入上下

文，基于线性收益假设预测收益及其置信区间。

参数 控制探索程度。 

3.2    合成数据集

xt,k

为了测试 K-UCB 的性能，合成了 3 组不同的

上下文多臂赌博机数据。每组设置 K=4 个臂，进

行 T=15 000 轮实验，每一轮中臂的上下文 是随

机采样产生的 20 维单位向量。设置 3 组不同收

益，由以下函数产生:
r1(x) = θTx+η

r2(x) = 3(θTx)3+5(θTx)2+η

r3(x) = cos(3θTx)+η

θ η(0,1)

r1(x) r2(x) r3(x)

r1(x)

式中： 是 20 维单位向量； 为噪声项。图 1
为 LinUCB 和 K-UCB 算法在 3 组不同收益函数

、 和 下累积遗憾随学习轮次的变化曲

线 ,且 LinUCB 和 K-UCB 算法参数都经过调优。

如图 1(a) 所示，在 线性收益条件下，K-UCB
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r2(x) r3(x)

和 LinUCB 算法累积遗憾随着学习轮次增多逐

渐增长缓慢，但是 LinUCB 收敛速度优于 K-UCB
算法。在 和 非线性收益下，LinUCB 算法

效果不佳，累积遗憾不会随着学习轮次增多而降

低增长速度。而 K-UCB 算法表现良好，随着学习

轮次增多，累积遗憾增长放缓，该实验表明在非

线性收益数据下 K-UCB 较 LinUCB 累积遗憾更

低，性能更好。
 

 

LinUCB (α=0.2)
K-UCB (α=0.5, β=0.6)

累
积

遗
憾

700

600

500
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0 4 000 8 000 12 000 16 000
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累
积

遗
憾

累
积

遗
憾
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3 000

2 500
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500

0 4 000 8 000 12 000 16 000

迭代轮次

LinUCB (α=0.2)
K-UCB (α=0.3, β=1)

(a) 线性收益 r1

(b) 次线性收益 r2

(c) 高度非线性收益 r3

LinUCB (α=0.2)
K-UCB (α=0.5, β=1)

0 4 000 8 000 12 000 16 000

迭代轮次

3 500

3 000

2 500

2 000

1 500

1 000

500

 
图 1    LinUCB 和 K-UCB 算法在不同收益假设上的比较

Fig. 1    Comparison of LinUCB and K-UCB on different re-
ward hypothesis

 
  

3.3    Yahoo News 数据集

真实场景数据采用雅虎新闻数据集 R6A –
Yahoo! Front Page Today Module User Click Log
Dataset[24]。该数据集收集了从 2009 年 5 月 1 日

到 10 日的访问流量数据约 3 600 万条。

如表 1 所示，每一条数据记录一个由 4 个部

分组成的完整的事件，分别是推荐的文章 id，用
户的点击反馈以及用户和文章的 6 维特征。用户

和文章的 6 维特征向量都是原始特征（如用户对

应的性别、年龄、地理和行为等特征，文章对应的

分类、主题等特征）通过降维和双线性模型联合

分析构建的。
 

  
表 1    雅虎新闻数据集

Table 1    Yahoo! News dataset
 

字段 解释

1 推荐的文章id

2 点击反馈值(0或者1)

3 当前用户的6维特征

4 当前文章池中文章的6维特征
 
 

当算法选择的文章与记录数据不同时，无法

观测到所选择文章的收益。本文采用文献 [25] 提
出的离线评估方法，这种方法被证明是无偏的估

计。在这种评估方法下，给定当前日志记录，如

果算法选择了与日志记录相同的内容 ,则该事件

被保留，即添加到历史记录中,同时更新总推荐次

数 N和总收益 R。如果算法选择了一个不同于日

志记录的内容，那么该事件将完全被忽略，算法

将继续处理下一个事件而不改变其状态。基于这

种拒绝采样的评估方法，将实际点击次数与推荐

总次数的比值 (R/N) 定义为文章点击率。点击率

是推荐算法的最常用指标，点击率越高意味着累

积遗憾越小。

推荐系统通常在小部分流量中学习，然后将

学习到的知识应用到其余的大部分流量中，所以

本实验将数据分为学习桶和部署桶进行，学习桶

分配 20% 的随机流量数据，部署桶分配 80% 的随

机流量数据。数据更多的部署桶模拟真实的部署

环境，其点击率数据更为重要，但学习桶中点击

率高意味着学习效率更快，所以实验给出了两个

桶中的点击率数据。

实验分为 3 步：①确定 3 种对比算法 (ε-greedy、
UCB1 和 LinUCB) 的最佳参数；②确定 K-UCB 的

核函数选择和参数选择；③将所有对比算法均在

最优条件下进行比较。

1) 寻找 ε-greedy、UCB1 和 LinUCB 的最佳参

数设置，图 2 为 3 个算法在不同参数下的性能折

线图。

α

如图 2 所示，3 个算法在学习桶和部署桶都

是大致中间高两边低。这是因为当参数 ε 或者

过小时，没有足够的探索，算法无法识别出好的
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文章，导致点击量较少。另一方面，当参数太大

时，算法会过度探索，从而浪费了一些增加点击

次数的机会。从图 2 中可以看到，ε-greedy、UCB1
和 LinUCB 的最佳参数分别为 0.2、0.1 和 0.3。
 

 

学习桶
部署桶

学习桶

1.4

1.3

1.2

1.1
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0.9
0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9

点
击

率
提

升
倍

数

ε
(a) ε-greedy

部署桶
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1.2
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点
击

率
提

升
倍

数

0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9

α
(b) UCB1

学习桶
部署桶
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1.2

1.1

点
击

率
提

升
倍

数
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α
(c) LinUCB 

图 2    算法在不同参数下的点击率提升倍数
Fig. 2    CTR lift of the algorithms under different paramet-

ers
 
 

α

2) 表 2 为不同的核函数在最佳参数组合下所

得到的相对点击率结果。其中 为平衡探索利用

程度的参数，线性核具体表示为

k(x, x′) = xTx′

多项式核具体表示为

k(x, x) = (g · xTx+ c)d

高斯核具体表示为

k(x, x′) = exp(−β · ||x− x′||2)

从表 2 可以看出，雅虎新闻数据集在线性核

函数时表现不佳，表明数据在原始空间是线性不

可分的。在多项式核函数时点击率较线性核有提

升，较高斯核效果略差。所以 K-UCB 算法选择高

斯核函数进行雅虎新闻数据集的实验。
 

  
表 2    核函数选择

Table 2    Kernel function selection
 

核函数 最佳参数 学习桶 部署桶

线性核 α=0.2 1.35 1.31

多项式核 α=0.2,g=0.1,c=1,d=2 1.48 1.45

高斯核 α=0.2，β=0.1 1.72 1.68
 
 

(α,β)

以高斯核函数为例说明具体参数选择方法，

设置 30 组 参数组合进行网格搜索，表 3 和表 4
分别为在学习桶和部署桶中 30 组不同参数组合

下 K-UCB 算法的点击率提升倍数。
 

  
表 3    学习桶中网格搜索 K-UCB 参数结果

Table 3    Grid search results of K-UCB in Learning Bucket
 

α
β

0.01 0.05 0.1 1 10

0.1 1.20 1.62 1.50 1.28 1.28

0.2 1.40 1.67 1.72 1.32 1.12

0.3 1.22 1.62 1.6 1.39 0.96

0.4 1.44 1.61 1.58 1.08 1.04

0.5 1.42 1.40 1.26 1.08 0.96

0.6 1.32 1.35 1.24 1.16 1.04
 
 

  
表 4    部署桶中网格搜索 K-UCB 参数结果

Table 4    Grid search results of K-UCB in Deploying Bucket
 

α
β

0.01 0.05 0.1 1 10

0.1 1.12 1.62 1.49 1.36 1.32

0.2 1.32 1.65 1.68 1.36 1.04

0.3 1.12 1.61 1.63 1.39 1.09

0.4 1.36 1.61 1.59 1.06 1.04

0.5 1.41 1.34 1.46 1.20 1.12

0.6 1.36 1.14 1.26 1.16 1.04

 
 

α

β

β

β

β = 0.1 β

α =

从表 3 和表 4 中可以看到，当 过大过小时点

击率都不高，这与 1）的原理和结果相似。 是高

斯核函数控制分类能力的参数，调整 也是寻找

合适高维空间的过程。当 过小和过大时，点击

率提升都不高，说明没有找到合适的特征高维空

间。在 这一列点击率大致较其他 取值高，

说明找到了一个合适的特征高维空间。通过网格

化搜索，在表中找到了最佳的参数组合，即
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0.2 β = 0.1， ，这个参数下学习桶和部署桶中点击率

提升都最大。

通过 2）找到了 K-UCB 算法在雅虎新闻数据

集上的最佳核函数和最佳参数，使用这组参数与

其他算法进行比较。

3) 对比不同算法在最佳参数下的点击率。如

图 3 和图 4 分别为学习桶和部署桶中各个对比算

法的点击率随迭代轮次的变化曲线。 
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迭代轮次 

图 3    算法在学习桶中的点击率

Fig. 3    CTRs of various algorithms in Learning Bucket
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图 4    算法在部署桶中的点击率

Fig. 4    CTRs of various algorithms in Deploying Bucket
 
 

从图 3 和图 4 中可以看到，Random 策略下点

击率最低，这个策略达到稳定后点击率基本不会

变化。去除轮次较小时的随机波动干扰，上下文

无关的多臂赌博机算法 (ε-greedy、Thompson
sampling 和 UCB1) 点击率曲线明显低于上下文多

臂赌博机算法 (LinUCB 和 K-UCB),这说明利用上

下文信息可以明显提高点击率，因此在推荐系统

中应该尽可能利用上下文信息提高推荐准确率，

从而更好地满足用户的个性化需求。学习桶和部

署桶中 K-UCB 算法的点击率曲线都高于 Li-
nUCB 算法，尤其在部署桶中 K-UCB 算法较 Li-
nUCB 算法点击率提升了约 8%，证明了本文所提

出算法的有效性。

该实验表明 K-UCB 算法比其他基于多臂赌

博机的推荐算法更适应真实的非线性数据场景下

的个性化推荐。
 

4   结束语

本文提出了一种 LinUCB 改进算法 K-UCB，

通过核方法将非线性问题转化为线性问题。在合

成数据集上验证了 K-UCB 可以有效降低非线性

环境下的累积遗憾，在雅虎新闻数据集上相比于

基于线性收益的 LinUCB 算法，点击率最高提升

了 8%。将线性收益假设转变为更一般的收益假

设，可以提高上下文多臂赌博机的推荐准确率。多
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臂赌博机适应动态推荐环境的特性，可以改善传

统推荐算法，这也是未来可以进一步研究的方向。
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